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Sobre este Curso

» Almeja uma visao abrangente ao invés de se aprofundar
em um técnica em particular

« FORMACAO em vez de TREINAMENTO

* Visdo geral do processo de mineracao
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Avaliacao

» Apresentacao de 1h/aula sobre um dos assuntos a seguir
* Artigo (survey) entre 10 e 25 paginas

* Estudo de caso de Mineracao de Dados
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Temas para Apresentacao em MD

» OLAP e datawarehouses

» Descoberta de associacoes

« Arvores de classificacio

* Redes neurais

» Redes Bayesianas

» Mineracao visual e visualiza¢ao de dados

* Descobertas de aglomeragdes

* Busca (e mineracao) na Web

* Técnicas de limpeza e pré-processamento de dados
* Estudos de casos
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Temas para Apresentacao em GC

* Sistemas workflow

* Sistemas de suporte ao trabalho cooperativo

* Ontologias e taxonomias

* LDAP e servicos de diretorios distribuidos
 Extragcdo automatica de palavras chaves e taxonomias
* Ferramentas para desenvolvimento de portais Web

* Estudos de casos
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Estudo de Caso

* Aplicacdo de Técnica de MD em um conjunto de dados de
sua escolha.

* Escolher ferramenta em http://www.kdnuggets.com

* Descrever todo o processo de mineragao usado
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Trabalhos

* Carolina Passos: mapas de conhecimento

* Gabriela Resende: descoberta de associagdes

* Grinaldo Oliveira: redes neurais

* Josemeire Moreira: ferramentas para desenvolvimento de Portais Web
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Ementa de MD (parte 1)

Conceitos Basicos

Processo de Mineragcao de Dados
Selecao e Pré-processamento de Dados
A Mlnerac;ao Propriamente Dita

i. Arvores de Classificacio

1. Descoberta de Associacoes

1i1. Aglomeragdo

1v. Redes Neurais

v. Minerac¢ao Visual de Dados

5. Assimilacao da Informacao Minerada
6. Observacoes Finais

PN

Mineragao de Dados Copyright © 2003, Manoel Mendonga




Parte 1: Conceitos Basicos
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Motivacao

Nos ultimos anos tem ocorrido um continuo barateamento da
capacidade de armazenamento dos computadores € uma
crescente taxa de integragdo entre eles. O resultado tem sido um
aumento estrondoso no volume de dados disponivel para acesso
automatico em sistemas de informacoes.

Todavia, a posse de dados nao implica em posse de
informacao util ...

No momento atual, ha uma enorme demanda por
ferramentas que transformem dados em informacoes uteis.
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Passado

* Tecnologia limitada

 Armazenamento de

pequenos volumes de
dados (Mbytes)

* Consultas aos Dados

» Nao existiam ferramentas
para auxiliar a anélise das
informagdes obtidas

Presente/Futuro

Grandes avancgos
tecnologicos na area de TI

Armazenamento de grandes
volumes de dados (Tbytes)

Necessidade de conhecer e
entender a BD

O conhecimento extraido de
uma BD deve ser usado para
auxiliar as tomadas de
decisoes.
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De Dados a Conhecimento

®
Utilizacao do
Conhecimento Presente/Futuro
r
Obtencio do
Mineracio Conhecimento
de Dados
INFORMAGAO /\
L — Passado
Consultas a g '
BD
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O Que € Mineracao de Dados

Processo de extracdo de informacao nova, nao trivial, ¢ util de
repositérios de dados.

Esta defini¢do ¢ abrangente e cobre um largo espectro de
métodos, técnicas, e ferramentas. Este curso procura discutir o
processo de mineragao de dados e alguns dos métodos e técnicas
usados para a sua aplicagao.

Mineragdo de Dados Copyright © 2003, Manoel Mendonga 13

Um Pouco Mais Sobre Terminologia

A defini¢ao que demos para mineragao de dados equivale ao
que ¢ chamado de Descoberta de Conhecimento em Bancos de
Dados ou “Knowledge Discovery in Databases” (KDD).

Muitos autores usam o termo KDD para se referir a todo o
processo de mineragao e reservam o termo Mineragdo de Dados
para a fases central deste processo. Aqui ndo faremos isso.
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Principais Atores Envolvidos no
Processo de Mineracao de Dados

» Analista de Dados: ¢ um especialista em analise de dados e
no uso de técnicas e mecanismos de mineracao de dados.

* Perito no Dominio: ¢ um especialista no dominio descrito
pelos dados (ndo necessariamente um perito em analise de
dados) que ira definir analises, interpretar a informagao
extraida pelas ferramentas de mineragdo de dados, e
efetivamente transforma-las em conhecimento.

 Usuario Final: ¢ aquele que vai aplicar o conhecimento
obtido através da mineragdo de dados, seja ele expresso num
modelo ou em uma descoberta do perito no dominio, no dia a
dia de uma instituicao.
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Principio da Mineracao de Dados

Mineracao de dados representa uma mudanca de
abordagem de analise de dados.

» em vez analise voltada a verificagdao de hipoteses,

* executa-se uma analise de dados voltada a descoberta.
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Analise Voltada a Verificacao de Hipoteses

* O Tomador de Decisdes levanta uma hipotese sobre a
existéncia de uma informacao de interesse,

* coleta dados para tentar corroborar esta informacao,

* ¢ testa a hipotese formulada contra os dados coletados.
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Analise Voltada a Descoberta (1)

* O Tomador de Decisoes possui dados de onde quer extrair mais
informacodes uteis

« ferramentas computacionais sdo usadas para “filtrar” estes
dados procurando encontrar informagdes Uiteis que permaneciam
escondidas nestes dados.

Este tipo de abordagem tem se tornado cada vez mais util devido
ao crescimento continuo da complexidade e tamanho dos
repositorios de dados disponiveis hoje em dia. Ha muita
informacgao util nestes repositorios que nao esta sendo utilizada.
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Analise Voltada a Descoberta (2)

Abordagens voltadas a descoberta ndo sdo novas a analise de
dados. A principal razao para o enorme crescimento da
mineracao de dados sao:

« as infra-estruturas de software e hardware estdo maduras o
suficiente para as técnicas de analise voltada a descoberta;

* a disponibilidade de técnicas de andlise tem crescido
dramaticamente nos ultimos anos;

* 0 volume de dados disponiveis para analise ¢ enorme.
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Descoberta de Conhecimento
Atraves de Analise de Dados

Conhecimento de Dominio ¢ informagao empirica, ndo
trivial, e especifica a um dominio de aplica¢do que um perito
neste dominio acredita ser verdadeira.

Conhecimento de background ou de contexto ¢
conhecimento de dominio que o perito ja possuia antes de
analisar os dados.

Conhecimento novo ou descoberto ¢ o conhecimento de
dominio ganho pelo perito ao analisar o dados.
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Inducao x Deducao

Conhecimento pode ser ganho por indugdo ou dedugdo.

* Deduc¢ao infere informacao que ¢ uma conseqiiéncia
logica da informagdo contida no conjunto de dados. Esta
informacao ¢ sempre verdadeira se o conteudo os dados for
verdadeiro.

* Induc¢éao infere informagao por generalizagdo da
informacao contida no conjunto de dados. Esta informacao
¢ suposta ser verdadeira e ¢ suportada por padrdes que
ocorrem no conjunto de dados sob analise.
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Aprendizado Indutivo

O processo de descoberta de conhecimento de dominio ¢é
normalmente baseado em aprendizado indutivo.

Em computagdo, a automagao dos processos de aprendizado
indutivo tém sido originalmente estudados em uma area da
inteligéncia artificial chamada aprendizado de maquina
(machine learning).
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Aprendizado de Maquina

Ambiente Observacgdes Conjunto de  Conhecimento

Treinamento

Amostra Informacdo  Codifica Informacao Maquina Aprende
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Mineracao de Dados

Repositério Dados Dados Informacdo  ophecimento
selecionados  formatados minerada
de dados
T %
Selecione Pré-processe Minere Assimile
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Diferencas entre Mineracao de
Dados e Aprendizado de Maquina

Os processo de aprendizado de maquina aparentemente
similares tém duas diferencas cruciais:

* Os dados crus de repositorio de dados para mineragdo sao

derivados para finalidades outras do que a mineracdo de
dados

* O produto da mineragdo nao € necessariamente um modelo
explicito
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As Principais Operacoes de Mineracao
* Estimacao e predicdo
* Classificagao
» Aglomeragado
* Descoberta de associagao
* Visualizagao (*)

* Consultas iterativas aos dados (*)
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Estimaciao e Predicao

 Estimacdo consiste em examinar atributos (variaveis) de um
conjunto de entidades e, baseado nos valores destes atributos,
construir modelos que assinalam valores a atributos de uma
nova entidade que se quer caracterizar.

* O termo predicao ¢ usado quando a estimacgao ¢ usada para
predizer o futuro valor de um atributo.
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Classificacao

* Classifica¢cdo consiste em examinar os atributos
(variaveis) de uma determinada entidade para, baseada nos
valores destes atributos, assinalar esta entidade a uma
determinada classe ou categoria.
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Aglomeracao

* Descoberta de aglomeragdes ou clustering consiste em
segmentar uma populagdo heterogénea em subgrupos
homogéneos de entidades. Aglomeracao difere da
classificagdo no fato de ndo repartir registros de dados em
subgrupos predefinidos. Aglomeracoes divide uma
populagdo na base da auto-similaridade entre registros.
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Descoberta de Associacoes

* Descoberta de associagdo consiste em identificar quais
atributos (variaveis) estao associados - de forma
inesperada - com outros em um dado ambiente.
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Visualizacao

* Visualizagdo ¢ a tarefa de descrever conjuntos complexos
de dados em telas visuais de facil interpretagdo. Visualizagao
¢ baseada na premissa de que uma boa descri¢ao visual de
um conjunto de dados abstratos aumenta drasticamente a
capacidade de um perito em entender o seu comportamento
dentro de um certo dominio.

Mineragdo de Dados Copyright © 2003, Manoel Mendonga 31

Consultas Interativas

* Consultas interativas aos dados consistem em inspecionar
dados através de controles interativos que permitem
rapidamente formular consultas sobre os dados. Elas
normalmente usam controles graficos que permitem a
formulacdo de “queries” com simples movimentos do mouse.
Este processo normalmente ¢ combinado com visualiza¢ao
para permitir a peritos rapidamente explorar visualmente
conjuntos de dados.
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Niveis de Mineraciao de Dados

Construcao
de Modelos

Extracdo Automatica
de Padrodes

Exploragao Interativa de Dados

Mineragdo de Dados Copyright © 2003, Manoel Mendonga 33

As Principais Operacdes e os Niveis de Mineracao

* Estimacao e predicdo

* Classificacao w

» Aglomeragdo _
* Descoberta de associagao /

Construgao
de Modelos

Extracao Automatica
de Padroes

b Visualizagéo 67 Exploragéo Interativa de Dados

* Consultas iterativas
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Base Tecnologica Associada

* Repositorio de Dados: Planilhas, Sistemas de Arquivos,
SGBDs, Data Warehouses.

* Ferramentas OLAP: analise, sintese ¢ consolidacao de
dados, e apresentacao de resultados.

* Ferramentas Estatisticas: construcao de modelos,
selecao de dados, amostragem de dados, inferéncias.

* Ferramentas de Visualiza¢ao: selecao de dados, analise
de dados, extracao visual de padroes, apresentagcao de
resultados.

* Ferramentas de Aprendizado de Maquina: construgdo
de modelos, detec¢ao automatica de padroes
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Parte 2: Processo de
Mineracao de Dados
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O Processo de Mineracao de Dados

Dados Dados Informagao

Repositorio ; . Conhecimento
selecionados  formatados minerada
de dados
T %
Selecione Pré-processe Minere Assimile
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Os Principais Passos do Processo

* Selecionar dados
* Pré-processar dados para analise
* Minerar os dados

» Assimilar resultados
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Selecao de Dados

O primeiro passo do processo de mineragdo. A selecao
consiste em escolher os conjuntos de dados que serao usados
pelo algoritmo de mineragao.

Neste passo, o analista dos dados terd que identificar aonde os
dados desejaveis estao, ganhar acesso a estes dados e, se
necessario, transportar os dados do seu local original para o
repositorio em que ele vai trabalhar.
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Pré-processamento de Dados

Via de regra os dados selecionados estdo crus, num formato
improprio para analise. Este passo visa “aprontar” os dados
para analise.

Este passo pode envolver amostragem, limpeza, formatagao,
adaptacao, e transformacao dos dados.
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Mineracao

Este passo executa a mineragdo propriamente dita. Nele
algum algoritmo ¢ aplicado objetivando extrair informacao
interessante — potencialmente 1til, previamente desconhecida,
e nao trivial — dos dados. Este passo pode envolver técnicas e
ferramentas muito diversas para: constru¢ao de modelos,
deteccdo de padrdes, e/ou exploragdo visual de dados.
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Assimilacao de Resultados

O ultimo passo do processo de mineracao de dados ¢
assimilar a informag¢ao minerada.

* No caso da constru¢ao de modelos, este passo consiste em
avaliar a robustez e efetividade dos modelos produzidos. Se
aprovados, os modelos devem ser incorporados aos processos
operacionais da instituicdo na qual eles vao ser usados.

* No caso da extragdo de padroes e exploragdo visual de
dados, este passo consiste em interpretar a informagao
extraida pelo algoritmo de mineracao de dados. Isto ¢
geralmente feito por um perito no dominio da aplicagdo.
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Parte 2: Selecao e
Pré-processamento de Dados
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Importancia da Sele¢ao e
Pré-Processamento de Dados

Fundamental a qualquer empreitada bem sucedida de mineragao
de dados, estes dois passos sdo algumas vezes considerados
tarefas secundarias no processo de mineragao de dados.

Isto € um grave erro !

Nao se pode induzir boa informacao de dados ruins ou com
semantica obscura. Os dados precisam ser bem selecionados,
limpos, e seu contexto entendido antes que eles possam ser
minerados com sucesso.

Mineragdo de Dados Copyright © 2003, Manoel Mendonga 44




Selecao e Obtencao de Dados

A selecdo e obtencdo de dados pode variar de uma simples
consulta a um banco de dados local a uma complexa operagao
de migragao de dados, com conversdes de tipos e
compatibilizagdo de formatos heterogéneos. Este processo
pode envolver ainda negociagdes para ganhar acesso aos dados
e sobre a divulgacao de informagao proprietarias.
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Passos para Selecao e Obtencao dos Dados

Os seguintes passos estao freqiientemente associados a selecao
¢ obtencao de dados:

* Localizar possiveis fontes de dados

* Entender a semantica dos dados armazenados

* Entender como compatibilizar dados de fontes heterogéneas

* Obter autorizagao para acessar estes dados

» Entender como os dados estdo armazenados na fonte de dados
» Entender como eles podem ser acessados

* Extrair os dados
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Pré-processamento dos Dados

Dados extraidos diretamente de repositorios geralmente nao
estdo prontos para minera¢ao. Durante e depois do processo de
extracao, os dados devem ser formatados, limpos, e adaptados
para mineragao.
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Algumas Operacoes Basicas de Pré-processamento

 Padronizacao de codificagao
 Concatenacao e decomposicao de campos
» Formato de representagao

» Limpeza de caracteres

» Limpeza de dados

* Reducao do conjunto de dados
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Padronizacao de Codificacao

* Envolve a transformacao do fluxo de caracteres de entrada
para um padrio aceitavel ao algoritmo de mineragdo de dados.
Isto ¢ feito quando a ferramenta de mineragdo € sensivel a
certos caracteres especiais, ndo diferenciam entre letras
maiusculas e minusculas, ou usam codigos diferentes (ex.
UNICODE e ASCII).
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Concatenacao

 Usada para combinar multiplos campos de dados em um sé
o valor para mineragdao. Um exemplo tipico sdo enderecos,
normalmente codificados em campos como Rua, Numero,
Cidade, Estado. Estes campos deve ser concatenados em uma
unica cadeia de caracteres se o analista deseja tratar endereco
como um unico atributo.
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Decomposicao

» Operagao oposta a concatenagao. Consiste em extrair varios
atributos de um tnico campo de dados. Exemplo tipico ¢ um
campo de enderego de onde pode se extrair os campos, RUA,
ESTADO, CIDADE, e CEP. Note que esta operagdo pode se
tornar bastante sofisticada podendo requerer a interpretagao

semantica do que esta escrito no campo original.
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Formatacao de Representacao

« E usada para padronizar valores que sdo representados em
formatos diferentes por diferentes fontes de dados. Um
exemplo tipico € data que no estilo brasileiro € representada
por DD-MM-YYYY e no estilo americano ¢ representada por
MM-DD-YYYY.
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Limpeza de Caracteres

* Alguns caracteres sao interpretados de forma erronea ou
simplesmente ndo sdo aceitos por certas ferramentas. Casos
tipicos € o uso do caractere “$” em valores monetarios, ou o
uso de pontos e virgulas em numeros no padrao inglés e
portugueés.
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Limpeza de Dados

* Freqiientemente a fonte de dados possui campos com valores
faltando, valores que ndo sdo de interesse, ou simplesmente
valores errados. Estes campos devem ser tratados pelo
analista. Pode-se fazer interpolagdes, entrar codigos especiais
(ex. “nado se aplica”), colocar cddigo de nulo, ou simplesmente
eliminar os registros com estes campos. A acao a ser feita
deve considerar o tipo do dado, sua semantica, e seu impacto
no processo de mineragao.
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Reducao do Conjunto de Dados

* Alguns conjuntos de dados podem ser grandes demais para
certos algoritmos de mineragdo. Neste caso o analista pode
repartir o conjunto de dados em conjuntos menores € mais
especificos, ou amostrar o conjunto de dados antes da
mineracao.
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Operacoes Avancadas de Pré-processamento

Algumas vezes, precisa-se transformar os valores
codificados nos dados para que eles possam ser
adequadamente usados por certos algoritmos de mineragao.
Estas operagdes sdo geralmente mais complexas que as
transformacdes sintaticas vistas anteriormente pois elas
podem afetar a semantica dos dados. Elas devem ser feitas
com muito cuidado e, sempre que possivel, envolver um
perito no dominio de aplicagao.
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Algumas Operacoes Avancadas de Pré-processamento

* Reducao de escala

» Extensao da escala

» Conversao de unidades

* Normalizacao de valores

 Adaptacao de conjunto de dados
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Escalas (1)

* Nominais (Enumeradas e Discretas)

» Categorica: descreve apenas categorias, Unicas nogoes relevante
sobre seus valores sdo a de igualdade ou diferenca.
Exemplos: masculino, feminino
verde, azul, amarelo

* Ordinal: além de categorias estabelece uma relacdo de ordem sobre
seus valores.
Exemplos: pequeno, médio, grande
ensolarado, nublado, chuvoso
ruim, regular, bom, 6timo

Note que nio existe uma nog¢do de unidade (distancia entre dois
valores). Ex., distancia entre "regular" e "bom" ndo ¢ necessariamente
a mesma que a distancia entre "bom" e "6timo".
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Escalas (2)

* Quantitativas (numéricas, continuas)

* Intervalo: introduz a nocao de unidades fixas e iguais.
Exemplos: temperatura em graus Celsius
tempo de calendario

» Razao: introduz a no¢ao de zero como auséncia do atributo
quantificado.
Exemplos: temperatura em graus Kelvin
tempo de projeto

* Outras: escalas logaritmicas (6timas para expressar atributos com
variacoes geométricas de valores), ex., volume de som => decibéis.
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Reducao de Escala

* Alguns algoritmos lidam apenas com escalas nominais
(categoricas ou ordinais). Nestes casos se deve mapear
campos numéricos de interesse em campos categoricos, para
que estes possam ser usados nas analises. Nestes casos tem
que se mapear intervalos numericos para categorias definidas
por analistas (perdendo-se a nogao de unidade associada a
escala numérica original).
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Exemplo de Reduc¢ao de Escala (1)

Suponha que se queira mapear a variavel numeérica “tamanho
da instalagdo” para a escala <pequena, média, grande>. O
mapeamento entre as duas escalas pode ser feita de diversas
formas. Uma delas € usar a estatistica descritiva dos dados

2% ¢¢

numéricos para determinar o que seria “pequena”, “média”, ou

“grande”. Por Exemplo:

* O valor ¢ “médio” se ele estiver dentro do intervalo Valor
Médio = 1 Desvio Padrao

* O valor ¢ “pequeno” se ele for menor que o Valor Médio — 1
Desvio Padrao

* O valor ¢ “grande” se ele for maior que o Valor Médio + 1
Desvio Padrao
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Exemplo de Reduc¢ao de Escala (2)

Outra para se mapear a variavel numérica “tamanho da
instalagdo” para a escala <pequena, média, grande>, seria
considerar opinido perita:

* Neste caso, um especialista no dominio seria perguntado o
que deveria ser considerado “pequena”, “média”, e “grande”.
* Ele poderia dizer, por exemplo, o que a geréncia considera
uma instalacao, pequena média, e grande.

* Note que esta solugdo seria mais desejavel se estas analises
fossem, em Ultima instancia, ser usadas por pela geréncia

geral.
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Extensao da Escala

 Alguns algoritmos trabalham apenas com escalas
numéricas, nestes casos tem que se transformar campos
categdricos de interesse em campos numericos que possam
ser utilizados pelo algoritmo. Como campos categdricos
apenas definem a pertinéncia ou nao a uma categoria, a
escala numérica usada ¢ normalmente binaria. Uma
abordagem comum ¢ transformar uma variavel categdrica em
um conjunto de atributos numéricos. Cada novo atributo
corresponde a um valor do atributo original. Estes novos
atributos sao entdo atribuidos os valores 0 ou 1 a depender
do valor do atributo original.
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Exemplo Extensao da Escala

* Considere a escala categorica para “tamanho da instalacao”
discutida anteriormente. Se quisermos tratar os seus valores
como numeros, teriamos que criar trés atributos “instalagdo ¢
pequena?”, “instalacdo ¢ media?”, e “instalacdo ¢ grande?”.
Cada uma destas varidveis assumiria entdo o valor 0 ou 1,
conforme a categoria do tamanho da instalagdo. No caso de
um registro com tamanho da instalacdo = pequena,
teriamos:

instalagdo é pequena?=1

instalacdo ¢ media? =0

instalagdo é grande? =0
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Conversao de Unidades

« E comum que diferentes fontes de dados representem a
mesma variavel em diferentes escalas. O analista deve
assegurar que varidveis deste tipo sejam usadas
consistentemente durante a analise. Unidades heterogéneas tém
que ser convertidas para uma unidade comum, geralmente
aquela usada localmente. Esta tarefa aparentemente simples
pode se tornar bastante complexa.
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Exemplo de Conversao de Unidades

* Considere o caso de uma unidade de mao de obra, pessoa-
semana. Precisa-se saber exatamente o que quer se dizer por 1
pessoa-semana de esforco. Uma pessoa-semana no Brasil,
onde se trabalha 44 horas por semana, ¢ diferente de uma
pessoa semana na Alemanha, onde se trabalha 36 horas por
semana. Neste caso precisa-se multiplicar a unidade alema por
0,818 para se obter um valor compativel com o brasileiro. Este
tipo de conversao pode ser muito mais complexo para
variaveis cuja semantica nao sejam tao claras quanto as do
exemplo acima.
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Normalizacao de Valores

» Algumas técnicas de mineracao requerem que valores
sejam normalizados para um certo intervalo, geralmente de 0
a 1. O valor minimo ¢ mapeado para 0 e o valor maximo
para 1. Todos os valores no intervalo sao entao mapeados
para o intervalo normalizado [0,1]. Isto ¢ normalmente feito
para valores numéricos mas pode ser feito também para
valores categoricos, como mostrado anteriormente.

Operagoes de normalizagdao podem ser bastante sofisticadas,
com tratamento de pontos fora da curva e mapeamentos nao
lineares.
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Exemplos de Normalizacao de Valores

* Normalizacao Linear: dada uma variavel X, o seu valor
normal numa escala [0,1] é: —X .
min

Xmax - Xmin

X =

* Normalizacdo Logaritmica: dada uma variavel X, o seu
valor normal numa escala [0,1] é:

LOG(x)- LOG(X.,. )
LOG(X. )-LOG(X..)

max

X =
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Adaptacao de Conjunto de Dados

* Alguns pontos fora da curva e/ou conjuntos de dados
desbalanceados podem afetar drasticamente os resultados de
alguns algoritmos de mineracao de dados. Existem operagdes
que podem mitigar este problema. Duas das principais sdo:
(1) a eliminagdo de pontos fora da curva; (2) a combinagao
de conjuntos de registros em um “conjunto equivalente” que
representa varios registros de uma so vez.
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Parte 3: A Mineracao
Propriamente Dita
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Técnicas de Mineracao

Neste mini-curso vamos apresentar algumas técnicas de
mineragao de dados. O objetivo aqui ndo ¢ ser exaustivo ou
discutir qualquer técnica em profundidade, mas dar uma
1déia da diversidade de técnicas que estdo disponiveis para
analistas de dados. As técnicas (brevemente) apresentadas
sdo:

« arvores de classificacdo

* descoberta de associagoes

* aglomeragoes

» redes neurais

» minera¢ao visual de dados

Existem muitas outras técnicas disponiveis ...
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Parte 3.1: Arvores de
Classificacao
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Arvores de Classificacao ou Decisao

Arvores de classificacdo ou de decisio sdo técnicas de
indugdo usadas para descobrir regras de classificagao para
um atributo a partir da subdivisao sistematica dos dados
contidos no repositorio sendo analisado.
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Um Exemplo
Probabilidade de erro em modulos de software
# of data
bindings
#of cyclomatic Si’Stem
revisions complexity yRe
rea/-t/me nonreal-time
# of llnes
of code
0-150 >150
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Principio da Arvore de Classificaciio

Os algoritmos que constroem arvores de classificagdo buscam
encontrar aqueles atributos e valores que provéem maxima
segregacao dos registros de dados — com respeito a variavel
que ser quer classificar — a cada nivel da arvore. Na
transparéncia anterior, ‘“# of data bindings” foi selecionada
primeiro pois foi a variavel que mais claramente dividiu os
registros em respeito a “probabilidade de erro” no conjunto de
dados analisado.
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O Algoritmo ID3 (Quinlan)

1 - Selecione uma variavel como raiz da arvore, crie tantos galhos
quanto valores existirem para esta variavel;

2 - Use a arvore gerada para classificar o conjunto de
treinamento. Se todos os exemplos em uma folha tiverem o
mesmo valor para a variavel sendo classificada, etiquete a folha
como este valor. Se todas as folhas forem etiquetadas o algoritmo
termina.

3 - Caso contrario, etiquete a folha como um nodulo nao terminal
com uma variavel que ainda nao foi usada nos seus nddulos
ancestrais, crie todos os galhos possiveis para ele, e retorne ao
passo 2.
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Selecao da Variavel Raiz (1)

Chave do algoritmo ¢ a sele¢ao da variavel de classificacao a
cada nivel. A sele¢do funciona da seguinte forma:

1. O conjunto de dados ¢ dividido em dois subconjuntos: P e
N. Subconjunto P contém todos os elementos positivos.
Subconjunto N contém todos os negativos. No nosso caso, P
contém os modulos que tém e N os que nao tém muitos
erros.
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Selecao da Variavel Raiz (2)

2. Para cada atributo 4 (ex., nimero de associa¢oes nos dados,
numero de revisoes, etc.) e valor V; (ex., 0-3, 4-5, 6-10,
>10), determine o subconjunto S; de elementos para os quais
A esta em V, (ex., nimero de associagdes nos dados >10).

S.,A=Vi

l
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Selecao da Variavel Raiz (3)

3. Conte o numero 7; de elementos que S; tem em N e 0 numero
p; de elementos que S, tem em P.

i
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Selecao da Variavel Raiz (4)

4. Calcule a quantidade de informag¢ao necessaria para decidir
se um elemento arbitrario em S, pertence a P ou a N usando
a seguinte formula:

D; D; n; n;
[(piani) =- logz( j_ 10g2( j
p;,tn p;,+tn p,tn p,tn

I(p;,n;) indica a seletividade do valor V; do atributo 4 em relagao
a variavel dependente.

I(p;,n;) ¢ minimo se p, ou n.=0, € maximo se p;=n,
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Seletividade de A=Vi

Mineragao de Dados Copyright © 2003, Manoel Mendonga 81
Boa Seletividade de A=Vi
Boa seletividade => n,>>p; ou p,>>n,
I(p,,n;) € baixo
Mineragao de Dados Copyright © 2003, Manoel Mendonga 82




Maxima Seletividade de A=Vi

Maxima seletividade =>n,=0 ou p~0
I(p;,n;) € minimo

Mineragdo de Dados Copyright © 2003, Manoel Mendonga 83

Selecao da Variavel Raiz (5)

5. Assumindo que A parte o conjunto de dados S nos
subconjuntos {S,,S,,...,S,} para os seus valores {V,V,, ...,V },
e sabendo que a quantidade de informagao necessaria para se
decidir se um elemento de S, pertence a Poua N € I(p,n,),
podemos calcular a média ponderada da informacgao
necessaria para classificar elementos nas sub-arvores S;
definidas pelos valores {V,,V,,...,V } de A.

v D; + n, A informag@o necessaria para se classificar
E (A) = z —1 ( DPi-n; ) um elemento do conjunto de dados usando um
-1 ptn atributo A
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Selecao da Variavel Raiz (6)

6. Atributo A ¢ selecionado para um nodulo da arvore de
classificagdo se ele precisa da minima informagéao E(A;)
entre todos os atributos A; que podem ser selecionados para
este nodulo.

Para todos A, possivel selecione aquele com minimo E(A;) !
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Parte 3.2: Descoberta
de Associacoes
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Descoberta de Associacoes

Descoberta de associagoes extrai informagao util baseada
nas coincidéncias de valores no conjunto de dados,
Descoberta de novo conhecimento ocorre quando estas
coincidéncias sdo previamente desconhecidas, ndo triviais, €
interpretaveis por um perito no dominio.
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Mensagem recebida da amazon.com

We have noticed that many of our customers who have purchased albums by Antonio
Carlos Jobim also enjoy music by Caetano Veloso. For this reason, you might like to
know that the newest CD by Caetano Veloso, "Noites do Norte," has recently hit the
shelves. You can order your copy at a savings of 22% by following the link below:

http://www.amazon.com/exec/obidos/ASIN/BO00059LXU/ref=mk _pb_noy

For decades now, Caetano Veloso has been ...

To learn more about "Noites do Norte," please visit the following page at
Amazon.com:

http://www.amazon.com/exec/obidos/ASIN/BO00059LXU/ref=mk _pb noy

Happy listening,

Jason Verlinde
Editor, International Music
Amazon.com
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Analise de Cesta de Mercado

Técnicas de andlise de cesta de mercado permite a descoberta
de correlacdes ou co-ocorréncias de eventos transacionais.
Elas usam matrizes de correlagdo cruzada nas quais a
probabilidade de um evento ocorrer em conjungdo com cada
um dos outros eventos ¢ computada na teoria e na pratica. Os
eventos com maiores (ou menores) correlagdes “inesperadas”
(diferencga entre teoria e pratica) sao selecionados para
inspecao.
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Matriz de Correlacao Cruzada

le LS ss LC LNR SNR LFO LFI
38% 53% 15% 55% 67% 18% 45% 48%
le A 22% 12% 23% 25% 8% 31% 33%
(20,1) (5.7) (20,9 (25,5) (6,8) (17,1) (18,2)

Note que eventos transacionais podem ser mapeados para a
ocorréncia de um (ou um conjunto de) valor(es). Desta forma,
o numero de associagdes possiveis cresce rapidamente com o
numero de variaveis medidas. Necessita-se nesta situagao de
uma fun¢do para automaticamente selecionar as associagcdes
mais interessantes para analise dos peritos.
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Funcoes de Interessantismo

Funcdes de interessantismo sao normalmente usadas para
quantificar quanto uma associacao pode de ser interessante
para um perito. Uma associacao ¢ interessante se ela ¢é:

* improvavel,
* significante,
* nova,

* valiosa,

* ¢ interpretavel.
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Associacoes Improvaveis

Uma associagdo € improvavel se ela ndo for conhecimento
comum ¢ nao for esperada pelo perito. Uma fung¢do para
quantificar associagdes improvaveis pode usar uma formula
do tipo:

| TE(e,) - TO(e,) |, onde TE é a taxa esperada de ocorréncia

o evento €; e TO ¢ a taxa observada de ocorréncia o evento €;
nos dados.
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Um Exemplo (a)

P(AAB) _|P(anB)-P(4)P(B)|
P(B) | P(B) |’

onde P(A) ¢ a percentagem de ocorréncia de 4 no conjunto de dados e P(4 A B) é a percentagem de

Interestingness, (A, B) = |P(A/B) - P(A)| = P(A)

ocorrénciade 4 A B, juntos, no conjunto de dados.

Esta funcao tende a se aproximar de zero se 4 e B sao
estatisticamente independentes, e se tornar grande caso
contrario. Todavia, esta funcao ¢ s6 uma medida matematica
de associagao entre valores dos atributos A e B. Uma boa
funcado deve considerar algo do conhecimento do dominio do
perito. Pode-se, por exemplo, incluir um filtro para remover
associacoes ja esperadas.
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Um Exemplo (b)

Um filtro simples pode eliminar todas as associagdes listadas
como ja esperadas por peritos, € consequentemente de pouco
valor agregado para a andlise.

Interestingness, (A, B) = Interestingness, (A, B) * AssociationFilter(A, B)

o 0, se associagdo (A, B) esté na lista de associagdes esperadas
AssociationFilter(A, B) = .
1, otherwise
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Associacgoes Significantes

Fungdes de interessantismo devem considerar quanto suporte
a associagao existe no conjunto de dados (significancia).
Considere, que um evento A € um evento B s6 ocorram uma
vez no conjunto de dados. Se eles ocorrem juntos, sua
associagao ¢ de 100%. Todavia, esta associacao nao tem
significancia alguma pois ¢ baseada em um registro apenas.
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Exemplo de Significancia

A funcao do exemplo anterior ndo considerava quao
significante a associagdo era. A funcao abaixo acrescenta um
termo para levar em conta a significancia da associagdo no
calculo do interessantismo.

Interestingness, (A, B) = Interestingness, (A, B) * Support(A4, B)

Support(A, B) = FunctionOf (Number of occurrences of 4 A B in the data set)
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Associacoes Novas

O fator “novidade” deve também ser fatorado numa FI. Uma
forma de se fazer isso ¢ se considerar a freqiiéncia com que
as variaveis da associacao sendo considerada no momento
estdo presentes em associagdes mineradas anteriormente.

Mineragao de Dados Copyright © 2003, Manoel Mendonga 97

Exemplo de Novidade

Considere as principais associacoes escolhidas por
Interestingness; (4,B), pode-se iterativamente ajustar os seus
valores baseado no numero de aparigdes de A e B em outras
associacoes com escores de altos interessantismo:

Interestingness (A, B) = Interestingness, (A4, B) * Novel(A4, B)

. 1
Novel(A4, B) = FunctionO,
ovel(4, B) = FunctionOf ( appearances of A and B on Interestingness, (A, B) top rankJ
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Valor de Uma Associacao

Este fator € subjetivo, altamente dependente do dominio, e da
opinido perita. Uma forma de se capturar parte deste valor ¢
permitir que os peritos ordenem os atributos por importancia.
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Exemplo de Calculo de Valor

Interestingness( A, B) = Interestingness (A, B) * Value(4, B)

Value( A, B) = FunctionOf (A and B importance rank according to the domain expert)
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Facilidade de Interpretacao
de uma Associacao

Como antes, este fator € subjetivo, altamente dependente do
dominio, e da opinido perita. Uma forma de se considerar este
fator, e assumir que associagdes “mais simples” sdo mais
faceis de se interpretar. Associagdes com menos variaveis
e/ou envolvendo variaveis importantes/genéricas devem ser
consideradas primeiro.
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Parte 3.3: Aglomeracoes
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Aglomeracoes

Técnicas de aglomeragdo (clustering) usam o conceito de
aglomeragao ¢ bastante simples. Deseja-se agrupar entidades
similares juntas para se abstrair informagdes de alto nivel
sobre cada um destes grupos.
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Distancias

O conceito mais importante em algoritmos de aglomeragao
¢ a da distancia entre dois registros. As diferengas entre os
valores das variaveis que caracterizam cada registro podem
ser usadas para se calcular a distancia absoluta entre eles.
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Exemplo de Calculo de Distancia e
Aglomeracao em uma Dimensao (1)

No sua instancia mais simples, a distancia entre estes
registros € calculada a partir da diferenga de valores de uma
sO variavel. Considere o uso da varidvel “ntimero de
modificagdes” para agrupar os mddulos de software
listados abaixo:

Modulos A |B |C|DJE |F JGJHIJI jJ |K JL M [N JO
Modificagdes

29 25 5 21 § 19 |2 8 3 12 f| 14 35 30 9 15 Jf 27

Numero

. L. 122 132 21 485 §[87 423 §19 24 §34 || 84 134 110 124 § 89 129
Ciclomaético
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Exemplo de Calculo de Distancia e
Aglomeracao em uma Dimensao (2)

Nivel 5

Nivel 4

Nivel 3

Nivel 2

Nivel 1

2113115|18 12| |14] |15 |19] [21] |25] |27] |29] |30| |35
FIIH|]|C] |G I1{J]IN|JE]|D][B]||O]|[A]]|L]|]|K
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Exemplo de Calculo de Distancia e
Aglomeracao em uma Dimensao (3)

Na figura anterior um algoritmo de aglomeragao hierarquico
chamado de “ligacdo simples” ¢ usado para agrupar os
registros. O algoritmo aglomera registros em grupos
repetidamente até que sé reste um grupo com todos um
registros juntos.

A medida de distancia usada para aglomerar entre grupos € a
menor distancia entre pares de registros de grupo diferentes no
nivel inferior.
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Calculando Distancias Usando
Mais de Uma Variavel (1)

Modulos A |B |C|DJE |F JGJHJI jJ |K JL M [N JO
Modificagdes

29 25 5 21 § 19 |2 8 3 12 f| 14 35 30 9 15 Jf 27

Numero

. L. 122 132 21 485 §[87 423 §19 24 §34 || 84 134 110 124 § 89 § 129
Ciclomaético

Qual a distancia entre Be D ?
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Calculando Distancias Usando
Mais de Uma Variavel (2)

160
8 140 — _
- * *
\© 120 A‘ C' ’_Q )
E .'\B *
S 100 -
L2 gp [o* o | 6"\ Euclidianp
(&) D
o 60
o 40
E . *)
S 20 A ~——o e
Z

0
0 10 20 30 40
Modificacoes
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Calculando Distancias Usando
Mais de Uma Variavel (3)

Euclidiana(B, D) = \/ (a1(B)-ay (D))" +...+(a, (B)-a, (D))

Manhattan(B, D) = ‘al (B)—aq, (D)‘ +...+la,(B)—a, (D)‘
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Outros Calculos de Distancias

Chebychev(B, D) = deimo‘ai(B) — Cli(D)‘

Poténcia(B, D) = r\/z a(B)-a(D)|"

Discordancia(B, D) = (nﬁmero de ai(B) # Cli(D))/ i

Mineragao de Dados

Copyright © 2003, Manoel Mendonga 111

Alguns Critérios de Aglomeracao Hierarquica

Ligacao simples: a distancia entre aglomerados ¢ calculada
como a distancia entre os seus dois registros mais proximos.
Este foi o critério usado no nosso exemplo anterior.

Ligacao Completa: a distancia entre aglomerados ¢ calculada
como a distancia entre os seus dois registros mais distantes.

Distancia do Centroide: a distancia entre aglomerados ¢
calculada como a distancia entre os seus centroides.
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Visualizacao de Critérios de Aglomeracao Hierarquica

* Ligagao
- oL o 'S Simples

Distancia
do Centréide \
> e C
- ¢
3 K

A L 4 / '—_’-.;-

i * Ligagdo Completa * *
* *

*
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Algoritmos Nao Hierarquicos

Os algoritmos hierarquicos sdo geralmente muito caros
computacionalmente, especialmente em termos de espago
ocupado. Existem técnicas de aglomeracao nao hierarquicas que
sd0 mais baratos computacionalmente, estas técnicas sao
normalmente baseadas em métodos de re-alocacdo. Nestas
técnicas, um numero pré-estabelecido de aglomerados ¢é
definido e os registros sdo alocados (e re-alocados) a estes
aglomerados, at¢ que uma alocagdo estavel seja alcangada. O
algoritmo basico de re-alocacdo, conhecido por K-médias, ¢
mostrado a seguir.
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Algoritmo K-Médias (1)

1 - Selecione o numero K de aglomerados que se deseja
produzir.

2 - Escolha um registro como o centrdéide de cada um dos k
aglomerados.

3 - Varra o conjunto de dados e assinale cada registro ao
centroide (aglomerado) mais proximo.

4 - Recalcule o centréide como a média dos registros contidos
nos aglomerados resultantes do passo 3.

5 - Repita os passos 3 e 4 até¢ que o numero de re-alocagdes de
registros entre aglomerados seja minimo.
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Algoritmo K-Médias (2)

100

80 .
70 - new B

60 -
50
40 -

30 - ”evﬁ,’i# ,,.4£© *

Mean BC

204 ¢ new C

*
10 A Mean AC

0 T T
0 5 10 15
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Algoritmo K-Médias (3)

100
90 - .
80 .
70
60 -
50
40 -
30 -
207 ¢
10

Mean BC
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Parte 3.4: Redes Neurais
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Redes Neurais

Redes neurais artificiais t€ém sido uma das técnicas mais
difundidas para constru¢do de modelos de classificagdo e
estimacao. Elas sdo redes fortemente conectadas de elementos
computacionais simples, chamados nodulos ou neurénios
artificiais.
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Neuronio Artificial

entradas fx) 11

W\‘ saida ﬁ

" 0 X
/N'

Xy
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Funcionamento do Neuronio (1)

O neur6nio tem N entradas x;, x, = xy € uma saida y, todos
tendo valores continuos em um determinado dominio,
geralmente [0,1]. Cada entrada tem também um peso (w;, w,
wy) que determina o quanto cada entrada contribui para a saida

y.

O neuronio determina sua saida calculando a somatoria
ponderada de suas entradas e passando o resultado por uma
funcdo nao linear de filtragem f{x).
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Funcionamento do Neuronio (2)

Uma funcao de filtragem muito usada € a sigmoide. Usando esta
func¢do, a saida do neurdnio seria calculada da seguinte forma:

N
y=f (Z wl.xl.], onde a fun¢do sigmoide é f(x) = =
te

i=0

|
V=
145"
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Calculo da Saida

entradas fx) 11
X, w

W\‘ saida ﬁ
D

. 0 X
/N'

XN
Y= :
1 — 2 WiX;
+e
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Construcao da Rede

Redes neurais sao construidas se conectando a saida de um
neurdnio a entrada de um ou mais neurdnios. A conexoes de
entradas sao assinaladas ao uma camada de nodulos, chamada de
camada de entrada, e as saidas finais sao assinaladas a outra
camada de nodulos, chamada de camada de saida.
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Exemplo de Uma Rede

Camada de Entrada

AKDSI Camada Oculta

TIME-const Camada de Saida

STOR-const Esforco

Estimado
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Passos na Construcao de uma Rede

(1) identificar as entradas e saidas da rede;

(2) processar os valores de entrada para que eles caiam em um intervalo
numérico bem definido, normalmente entre 0 ¢ 1;

(3) escolher uma topologia apropriada para a rede definindo cuidadosamente
seus niveis intermediarios;

(4) treinar a rede com um conjunto de dados representativo;

(5) testar a rede em um conjunto independente do conjunto de treinamento e
retreinar a rede se necessario;

(6) aplicar o modelo gerado e avaliar os seus resultados na pratica.
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Treinamento de uma Rede

O principal desafio do processo descrito anteriormente ¢ o
treinamento da rede (passo 4). Isto ¢ feito, ajustando-se os pesos
das conexodes ate que a rede produza os padroes apropriados de
saidas (estimativas de esfor¢co no nosso exemplo) para os
correspondentes padrdoes de entradas (atributos do software e
fatores de custo no nosso exemplo). A idéia ¢ usar um conjunto
de treinamento para ajustar os pesos das conexodes da rede até
chegar ao comportamento preditivo (ou classificatorio) correto.
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Algoritmo de Propagacao Para Tras

A abordagem mais comum para se treinar redes neurais € a
propagacdo para tras (backpropagation). O algoritmo comega
com um conjunto aleatorio de pesos, usa um exemplo do
conjunto de treinamento para estimar sua saida, € compara esta
estimativa com o valor real. Esta comparacdo ¢ usada para
calcular o erro de estimacao (ou classificagdo). Este erro ¢ entao
propagado para tras pela rede, com os pesos das conexdes sendo
recalculados para minimiza-lo.
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Um Exemplo Animado

camadas

in ediarias . camada
de

camada de
entrada

conexoes
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Um Exemplo Animado

camadas
in ediarias
camada de ‘) camada
entrada de
saida

O M= QO O T

|
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O M= QO O T

Um Exemplo Animado

camadas
camada de n ediarias O camada
entrada de
I . .>%<: i
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Um Exemplo Animado

camadas
in ediarias
camada de . camada
entrada de
saida

| D
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Um Exemplo Animado

camadas
in ediarias
camada de . camada
entrada de
. .>%<: saida
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Um Exemplo Animado

camadas
in ediér'@s

camada de camada
entrada de
saida
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Um Exemplo Animado

camadas

int‘“'%ediérias
.
o

camada
entrada de
I . .>%<. Y

camada de
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Um Exemplo Animado

camadas
in ediarias
camada de . camada
entrada de
saida

| s
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Um Exemplo Animado

camadas

camada de
entrada

camada

int‘“'%ediérias
"
O

s

e
a

0o -0 W
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Um Exemplo Animado

camadas
in ediarias .

camada de
entrada

|

[V e R I ¢))]

OO -0 W

OO V—d®wn © 0O
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Um Exemplo Animado

camadas S

in ediarias a

camada de @) camada
entrada de d
sajda a

() O S

[o] [o] a D

° ° |’ e

(o] (o] d S

e 1K

]

/ a

Erro d

a
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Um Exemplo Animado

camadas
in ediarias .

camada
de
sai

camada de
entrada

a

Erro
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Um Exemplo Animado

Ajuste
camadas
' ediarjas
camada de 2 camada
entrada de
. saida
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Um Exemplo Animado

Ajuste
camadas
in ediarias
camada de '. camada
entrada de
saida

|5

NS

Erro
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Um Exemplo Animado

Ajuste
O camada
AN
sajda
@)

2

camadas
in ediarias

camada de
entrada
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Um Exemplo Animado

Rede recalculada

camadas
in ediarias
camada de . camada
entrada de
saida
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Um Exemplo Animado

camadas
in ediarias
camada de . camada
entrada
P
.0 @ O
d [}
r (o]
a
o - @
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Algoritmo de Propagacao Para Tras (Sumario)

» Rede ¢ treinada com pares entrada-saida

» Cada entrada de treinamento esta associada a uma
saida desejada

* Treinamento em duas fases, cada uma

percorrendo a rede em um sentido
_ Fase forward — Sinal (forward)

—p \

— Fase backward e
— —
—p / >

<4———Erro (backward)
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Pontos Importantes do Algoritmo

Na propagacao para tras, cada ndédulo vé suas entradas como
conselheiros, quanto mais uma entrada contribui com um mau
conselho mais degradado € seu peso. O calculo dos novos pesos
incluem uma funcao de filtragem e uma taxa de aprendizado que
dita a intensidade das modificagdes. Depois que os pesos
ajustados sdo propagados para tras, dos nodulos de saida para os
noddulos de entrada, um novo exemplo ¢ mostrado a rede. Depois
que suficiente exemplos sejam mostrados, os pesos da rede
passardo a variar mais suavemente. E entdo que o treinamento
para e a rede ¢ dita ter “aprendido o conceito”.
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Taxa de Aprendizado

Critico ao processo de treinamento ¢ a taxa de aprendizado, ou
quanto os pesos sdo modificados a cada ciclo. Taxas muito
agressivas podem conduzir a uma instabilidade e impedir a rede
de convergir para um conjunto de pesos. Uma taxa muito baixa
de aprendizado ir4, por outro lado, alongar o tempo de
treinamento, aumentando o numero de casos de treinamento
necessarios. Usualmente, comega-se com uma taxa agressiva de
aprendizado e se reduz esta taxa a medida que a rede ¢ treinada.
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Maximo Locais

Redes neurais podem convergir para maximos locais. Um
maximo local ¢ uma solugdo 6tima local, em que a rede produz
bons resultados com pesos que ndo conseguem ser melhorados
pelo algoritmo de treinamento. Podem existir, todavia, pesos,
muitas vezes bem diferentes, que convergiriam para um modelo
muito melhor. Treinar a rede varias vezes com pesos iniciais
diferentes pode mitigar este problema. Neste caso pode-se
selecionar o melhor entre os modelos encontrados.
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Overfitting

Overfitting (vestir os dados) acontece quando o modelo funciona
muito bem no conjunto de treinamento, mas muito mal nos
conjuntos de teste. Este ¢ um problema que pode ocorrer em
toda modelagem preditiva, mas ¢ especialmente problematico
em redes neurais. Isto ocorre por que redes neurais grandes
podem facilmente "vestir" um conjunto de dados pequenos de
treinamento. A rede simplesmente cria um modelo que descreve
os dados ao invés de criar um modelo induzindo casos
geneéricos.
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Evitando Overfitting

(1) deve-se usar conjuntos de treinamento grandes quando
comparados ao nimero de nodulos de entrada;

(2) deve-se usar um numero limitado de camadas intermediarias
na rede e poucos nodulos ocultos (alguns sugerem 2/3 do
numero de nodulos de entrada);

(3) deve-se sempre usar bons casos de teste para validar a rede
obtida apos o treinamento.
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Parte 3.5: Mineracao
Visual de Dados
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Visualizacao (1)

Visualizagao pode ser pensada como a ciéncia de mapear
volumes de dados multidimensionais para a tela bidimensional
de um computador. Visualiza¢do ¢ uma técnica importante
para mineracao de dados pois seres humanos sao excelentes
para processar informagao visual mas péssimos para processar
informacao tabular.
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Dados em Formato Tabular

Modules |A |B |C |D JE |F |G |H |JI J|J |K JL M [N |O
Fan-out 7 48 4 fe s v 4t 42 2 5 |5 6 6 4 6
Fan-in 4 05 fJ2 43 3 Jtr 4t 44 3 I3 |2 7 6 3 |7
Coupling 14 422 7 48 4 4 43 45 {5 e Jr2 Ju ffro §7 J13
#of Modif. |29 25 f5 J2t J19 2 8 §3 J12 14 35 §30 o 15 || 27
Cyclo. # 122 132 |21 |85 |87 §23 J19 24 |34 |84 134 J110 124 |89 | 129
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Dados em Formato Visual
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Visualizacao (2)

* Seres humanos sdo capazes de extrair as caracteristicas
fundamentais de uma cena visual complexa em questoes de
milisegundos.

* Boas técnicas de visualizagdo jogam com essa nossa
habilidade natural mostrando conjuntos complexos de dados
em um formato visual que pode ser rapidamente processado
pelo cérebro humano.
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Um Padrao em Formato Tabular

Y 0 0.259 | 0.5 0.707 | 0.866 | 0.966 |1 0.966 | 0.866 | 0.707
X 12 13 14 15 16 | 17 18 19 20 21
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O Mesmo Padrao em Formato Visual
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Exploracao Iterativa e Mineracao Visual de Dados

» Muitas das ferramentas modernas de visualizacao,
combinam a capacidade de construir complexas cenas
visuais com controles de selecao iterativa dos dados
mostrados. Estas funcionalidades combinadas permitem
que um perito possa ele proprio iterativamente explorar os
dados. Este tipo de exploragao interativa de dado ¢
chamada de mineracao visual de dados.
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Transformando Dados em Formas Visuais

FORMA DE

DADOS APRESENTACAO
DADOS R DADOS .| ESTRUTURAS N .
BRUTOS : TABULADOS : VISUAIS : VISOES

Transformagéo Mapeamento Transformagéo
de Dados Visual em Visdes
INTERACAO HUMANA
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Forma de Apresentacao Visual

* Para se mostrar uma informacao ¢ chave se planejar como
a informacao sera exibida na tela visual.

« Existem varios tipos de atributos visuais que se pode
utilizar para isso:
» Forma (ex.: largura, tamanho, curvatura, orientagao)
* Cor (ex.: tonalidade, intensidade),
» Movimento (ex.: piscar, direcdo do movimento)
* Posicao Espacial (ex.: concavo/convexo, 2D, 3D)
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Alguns Atributos Visuais

I N1 o 0 | |
| | | . ¢ o ¢ | | | .
| | o0 O | I
| |
ORIENTACAO FORMA FORMA VALOR

R @@@ (A%

¢ 0’0 0 A |

'XX] ) RS O’@@ €00

TAMANHO CURVATURA DELIMITACAO CONCAVIDADE
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Caracteristicas Basicas de Uma Ferramenta
de Mineracao Visual de Dados

Controle de Atributos Visuais - permite o controle interativo
dos formatos de apresentacdo e do atributos visuais dos graficos
mostrados.

Controles de Consultas - permite a consulta interativa ao
conjunto de dados disponivel, habilitando as pessoas a olharem
os dados de uma perspectiva geral ou rapidamente mergulhar nos
detalhes de um subconjunto de dados.

Obtencao de Detalhes sob Demanda - permite a obtencdo de
detalhes sobre um subconjunto de dados ou um registro
especifico
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Ferramentas para Exploragao

Demonstracao de

Visual de Dados ...

Mineragao de Dados
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Arquitetura Tipica Deste Tipo de Sistema

Aplicativo de Mineracgao Visual

CONTROLE DE CONSULTA

Modulo de Visualizagao dos
Dados Mostrados

o

Dados

Tela

1I

Atributos <:>

CONTROLE DE ATRIBUTOS

Controle de Atributos Visuais

Mineragao de Dados
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Parte 4: Assimilacao da
Informacao Minerada
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Padroes e Modelos

* Padrao:
ABABABABAB ...
* Modelo:

Se “A” entdo “B” o seguird. Se “B” entdo “A” o seguira

Existem técnicas que produzem modelos a partir dos dados, e
existem técnicas que apenas revelam padrdes nos dados.
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Modelos

* Precisam ser cuidadosamente validados.
* Estdo “prontos” para serem usados no dia a dia da organizagao.
* Precisam ser incorporados operacionalmente na organizagao.

« Uteis quando se precisa tomar decisdes (fazer classificagoes,
estimagoes, ou predigdes) rapidas.
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Padroes

» Nao sao informagao util por se so, t€ém que ser inspecionados
por peritos que vao tentar extrair conhecimento dos padrdes
minerados.

* Permitem a peritos trazer seu conhecimento de dominio ao
processo de mineracdo, ex. A, AB, ABC, ABCD, ABCDE, ...

 Permite aos peritos aprender sobre os dados.

» Uteis em dominios pouco conhecidos ou que mudam muito
com o passar do tempo.
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Interpretacao de Padroes

 Deve-se trabalhar metodicamente de “cima para baixo”

* Deve-se focar em padrdes envolvendo variaveis globais ou
cruciais antes de olhar para as variaveis secundarias ou mais
especificas.

* Deve-se seguir uma linha de raciocinio por vez quando estiver
“mergulhando” nos dados.

* Deve-se registrar explicitamente padroes interessantes e
descobertas assim que elas ocorrerem.

» Sempre que possivel, deve-se testar formalmente os padrdes
descobertos para garantir sua validade estatistica.
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Validacao de Modelos

Validagao de modelos deve ser usada junto com técnicas que
produzem modelos a partir dos dados minerados. Pode-se usar:

Validagao cruzada: um conjunto de dados de teste € separado e
usado para se assegurar que o modelo produzido tera bons
resultados no mundo real.

v-dobras: o proprio conjunto de dados de treinamento € usado
como conjunto de testes.
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Validacao Cruzada

* Divide-se o conjunto de dados em dois pedagos. O primeiro,
chamado de conjunto de treinamento, ¢ usado para se produzir
o modelo. O segundo, chamado de conjunto de teste, ¢ usado
para se testar o modelo.

* O modelo produzido a partir o conjunto de treinamento ¢
usado para estimar o valor de cada registro no conjunto de teste.

* A precisao media dos resultados € considerada entdo ser a
futura precisao do modelo no mundo real.
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Validacao com v-dobras (v-fold)

1 - Divida o conjunto de dados em v subconjuntos de tamanho similar,
v=10

2 - Escolha um dos subconjuntos como o conjunto de teste e construa
um modelo usando os outros conjuntos.

3 - Use o modelo para estimar os valores do conjunto de teste, e estime
sua precisdo. Enquanto existir subconjuntos ndo usados como
subconjunto de teste, volte ao Passo 2.

4 - Depois que todos os conjuntos forem usados como conjuntos de
teste, calcule a precisao média dos modelos produzidos.

5 - Este valor sera considerado ser uma estimativa da precisdo média
do modelo a ser construido se usando todos os conjuntos de teste.
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Visualizando Modelos

barra de
seletividade

AMAET o
O U RSO0

4326 < \Wagss 2 <= 7853
5771.7 records
Success:

e

E /
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Parte 5: Observacoes Finais
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Sites Interessantes

 http://www .kdnuggets.com
 http://www.andypryke.com/university/TheDataMine.html
 http://www.dw-institute.org/
 http://www.acm.org/sigkdd/
 http://www.computer.org
 http://www.almaden.ibm.com/cs/quest

* http://www.sas.com/technologies/data_mining/index.html

 http://www.oracle.com/ip/analyze/warehouse/datamining/

* http://www.sgi.com/solutions/sciences/chembio/resources/mine
set/general/index.html
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Ferramentas

» Virias ferramentas comerciais
— Relativamente caras.

— Maioria nao apresenta suporte para todas as
fases da mineracao de dados, e se foca algumas
abordagens de mineracao.

» Centros de pesquisas e empresas desenvolvem
ferramentas de dominio publico.

« http://www kdnuggets.com/software/ tem uma lista
bastante completa de ferramentas disponiveis.
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Conclusoes (1)

* A qualidade dos dados ¢ fundamental. Nao existe
descoberta de conhecimento em dados ruins. Apesar de ndao
serem considerados parte da mineracao, esforgos de coleta
de dados e medigdo sdo muitissimo importantes para ela.

* Deve-se entender a semantica dos dados antes de se
comecar qualquer esfor¢co de mineracao. Nao se pode
minerar 0 que ndo se entende.

* Selecao e pré-processamento de dados sao tarefas
trabalhosas, mas cruciais a mineracao bem sucedida de
dados.
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Conclusoes (2)

* Todas as técnicas tém pontos fortes e pontos fracos. Deve-se
escolher a técnica mais adequada para o problema e ndo o
contrario.

 Deve-se estar muito atento a significancia dos padroes e
modelos minerados. Eles devem ser suportados por um
volume significativo de registros de dados.

» Modelos podem sobre vestir (overfitting) os dados. Isto ¢
perigoso. Eles podem explicar um conjunto de dados sem
serem uma generalizac¢do deles (ex., o caso de reconhecimento
de tanques de guerra).
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Conclusoes (3)

* Modelos interpretaveis t€ém a vantagem de poderem ser
revisados por peritos (e serem combindveis ao seu
conhecimento de dominio).

* Técnicas de detecgao de padroes e de mineragao visual de
dados sdo cruciais em dominios volateis ou que ainda nao sao
bem entendidos. Isto €, sdo 6timos para se aprender sobre o
comportamento dos dados.

A Estatistica esta viva ¢ muito bem! Nao deve-se reinventar
a roda. Existem muitas técnicas estatisticas que podem (ou
devem) ser combinadas a esfor¢cos de mineragao de dados.
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Conclusoes (4)

» Grandes fabricantes de sistema de gestdao de banco de dados
estdo incorporando facilidades de mineracdo dentro de seus
sistemas.

* Mesmo assim ainda ha muito a ser feito. Estas facilidades
nao sao de forma alguma exaustivas.

 Boa parte da boa mineragao nao pode ser automatizada, por
exemplo: a escolha das técnicas, a consideracao dos fatores
especificos ao dominio da aplicagdo, a gestdo do processo
como um todo, etc.
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Conclusoes (5)

* O processo de mineracao tem muitas partes: selecdo, pré-
processamento, mineracao, € assimilacdo. O seu sucesso nao
depende s6 destas partes, mas também de como ele ¢
executado como um todo. De como estas partes sdo colocadas
juntas, € de como se interage entre elas.

 Atualmente ha um acumulo crescente de dados que nao sdo
adequadamente explorados nos repositérios de dados. Ha uma
enorme demanda por técnicas que transformem dados em
informagdes uteis. Técnicas que possam ser usadas por leigos.
Existe muita coisa a ser feita, e tremendas oportunidades, no
campo da mineracao de dados.
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Apéndice 1:
Aprendizado de Maquina
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Caracteristicas de Sistemas de
Aprendizado de Maquina

Tipo de Paradigmas de | Linguagens de Integracao de
Aprendizado Aprendizado Descricao Novos exemplos
- Supervisionado |- Simbolico - Exemplos ou |- Incremental
Instancias
- Néo- - Estatistico - Hipoteses ou |- Ndo Incremental
supervisionado Conceitos
Aprendidos
- Instance-Based |-Teoria de
Dominio ou

- Conexionista
- Genético

Conhecimento de
Fundo

Mineragao de Dados
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Alguns Algoritmos de
Aprendizado de Maquina

Indutor Tipo de Paradigma de Linguagem de Integracio de Movos
Aprendizado Aprendizado Descrigio Exemplos
Aha B Supervisionado Instance-Based Exemplos Incremental
Cd45 Supervisionado Proposicional Arvore de decisio | Nio-Incremental
CART Supervisionado Estatistico Arvore de decisio | Nio-Incremental
CH2 Supervisionado Proposicional Regras de Producdo | Nao-Ineremental
Decision Tables | Supervisicnado nstance-Baged Exemplos [neremental
D3 Supervisionado Proposicional Arvore de decisio | Nio-Incremental
Wative Bayes Supervisionado Estatistico
Weatest-neighbor | Néo-3upervisionado | Estatistico Incremental
ol Supervisionada Proposicional Arvote de decisio | Nao-Incremental
Petceptron Supervisionado Cotexionista Wao-Inctemental
T2 Supervisionada Proposicional Arvore de decisio | Nao-Incremental
Fuil Supervisionada Felacional Clasilas de Hom | Nio-Ineremerntal
Golem Supervisionado Felacional Clausulas de Hom | Hao-Incremental
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Apéndice 2:
Data Warehousing
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Definicao

“Data Warehousing ¢ um processo, nao
um produto, para montar e gerenciar dados
de varias fontes com o propoésito de ganhar
uma visao detalhada e singular de parte ou
do todo de um nego6cio”™ Gardner
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Definicao de Data Warehouse

Data Warchouse (DW) ¢ um sistema de bancos de dados
integrados, derivado de diversos outros bancos (ou fontes) de
dados, voltado ao suporte a tomada de decisao.

Bases de Dados
Dperaclonals
Dados

Transformados

Data Warehouse
Internet
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Data Warehouse e Ferramentas de
Apoio 2 Tomada de Decisao

 Data Warehouse
— Dados coletados de diferentes fontes
— Base de Dados Operacionais x Data Warehouse

« Ferramentas de Apoio a Tomada de Decisao
— OLAP
— Estatistica
— KDD/Data Mining
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DW sao indicadas para:

* Empresas que precisam processar € armazenar
uma grande quantidade de dados.

* Empresas que precisam organizar de forma
integrada a sua estrutura de informacao.

* Empresas que precisam de informagado no
momento para a tomada de decisdes
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Arquitetura de uma DW

BD RElacionais BD Hierarquicas Arquiyos Planos

Ferramentasrderacessoraos dados

- Kercamentas detransformacao,

B Warehouse
__(Metadata),

- lerramentastdéanalises.

LAnélisleF Diaghisticos | | Cemarios. | | ReLitorios,
statisticas
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Solucoes Apoiadas por uma DW

Sistemas de grande porte de Suporte a
Tomada de Decisoes

Base de Dados Multidimensionais
complexas

Sistemas de Banco de Dados com alta taxa
de crescimento

Sistemas Multidepartamentais integrados
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Apéndice 3:
On-Line Analytical Processing (OLAP)
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Definicao de OLAP

“On-line Analytical Processing (OLAP) ¢ uma
tecnologia que focaliza a analise, sintese ¢
consolidagdo de grandes volumes de dados por meio
de métodos multidimensionais” Codd

Ferramenta geralmente utilizada para a analise
de Data Warehouse

DW + OLAP =facilitam a analise/
obten¢do da informagao
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Definicao de OLAP

« SQL normal

— O usuario/analista tem que ter suporte e compreender
SGBD. E uma lista simples onde os dados podem ser
analisados.

e Ferramenta OLAP

— E voltada para gerentes. Resultado ¢ um relatério mais
sofisticados mas sem a necessidade de conhecimentos
prévios de SGBD.

— Apresenta dados relacionais de forma a facilitar a
compreensao dos dado.
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